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Extraccao de padrées ou conhecimentos de interesse (nao triviais, implicitos, anteriormente desconhecidos e
potencialmente uteis) de uma enorme quantidade de dados.
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“We are drowning in data, but starving for knowledge!”

Aplicacoes geram enormes quantidades de dados:
internet, Sistemas de Informacao, Experiéncias Laboratoriais, Transacdes, Simulacdes, Dados Clinicos, Dados Bancarios,
Dados Pessoais, Sistemas de CCTV, Dispositivos de loT

Tecnologias capazes de recolher e armazenar os dados:
Satélites, Camaras, Scanners, Wearables, Dispositivos Moveis ...
Cloud, Bases de Dados, Data Warehouses ....
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Estatisticas

Ciéncias da Informacéao

Visualizacao

Data
Mining

Bases de Dados
Machine Learning
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Técnicas de DM:

— Regras de Associacao:

Carrinhos de compras em supermercados

— Classificacao:

Construir modelos (funcdes) que descrevem e distinguem classes ou conceitos para previsao futura

— Agrupamento (Clustering):

A etiqueta da classe é desconhecida: Agrupar dados para formar novas classes, por exemplo, cluster clientes
supermercado (zonas - dias) — Maximizacao da semelhanca intra-classe e minimizacao da semelhanca interclasse
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Técnicas de DM:

— Analise de Desvios:

Outlier: um objeto de dados que nao esta de acordo com o comportamento geral dos dados - Ruido ou excepcao?
Nao! util na deteccao de fraudes, analise de eventos raros

— Analise de tendéncias e evolucao:
Tendéncia e desvio: analise de regressao
Mineracao de padrdes sequenciais, analise de periodicidade

Analise baseada na similaridade



CRISP-DM
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CRoss Industry Standard Process for Data Mining

Esforco financiado pela Comunidade Europeia para desenvolver uma metodologia para
0 processo de Data Mining

Principais objetivos:
— Encorajar a utilizacdo de ferramentas interoperaveis ao longo de todo 0 processo
de Data Mining;
— Retirar conhecimento valioso de tarefas simples de Data Mining.
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Confiavel e Repetivel

O processo de Data Mining deve ser confiavel e repetivel
por pessoas com pouco conhecimento em DM!!
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Diretrizes

CRISP-DM é uma metodologia uniforme com diretrizes, documentacao de
experiéncia
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Flexivel

A metodologia CRISP- DM é flexivel o suficiente para ter em conta problemas de
negocio diferentes e dados diferentes
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Caracteristicas:

— Metodologia para o registo de experiéncias;

— Permite que os projetos sejam replicados;

— Ajuda no planeamento e na gestao de projectos;
— "Factor de conforto" para novos utilizadores;

— Demonstra a maturidade da Data Mining.
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Business Understanding (Compreender o Negdcio):

— Compreender os objetivos e requisitos do projeto
— Determinar e consolidar qual o objetivo a atingir com o processo de Data Mining

Data Understanding (Compreender os Dados):

— Recolha, exploracao e familiarizacdo com os dados
— |dentificar problemas de qualidade nos dados



CRISP-DM %

Business Understanding (Compreender o Negécio):

— Determinar objetivos do negécio — Determinar objetivos da aplicacao de DM

—  Documentar o background do negdcio —  Definir o sucesso do processo

—  Definir Sucesso do negocio — |dentificar o critério de sucesso para a aplicacao de DM
— Avaliar a situacao atual — Planeamento

—  Avaliar recursos disponiveis —  Definir o plano de implementacao

— |dentificar constrangimentos —  Definir técnicas e ferramentas

— Documentar custos e beneficios

O que se pretende atingir com o processo de Data Mining?
Qual o critério para o sucesso?
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Data Understanding (Compreender os Dados):

— Recolher os dados iniciais — Explorar os dados

—  Extrair dados das fontes —  Produzir um relatério da exploracao dos dados
—  Definir quais as fontes de dados — Analisar em detalhe atributos de interesse

—  Definir métodos de recolha —  Definir relacdes e Agrupamento de atributos
— Descricao detalhada dos dados — Avaliacao de qualidade

— Efetuar a avaliacao de quantidade — Avaliar a existéncia de campos nulos

— Detalhar o tipo de atributos —  Gerir a inexisténcia de atributos importantes
—  Definir valor dos atributos para o negdcio — Avaliar valor <-> significado do atributo

— Avaliar estatisticamente: Min,Max,Mean,etc

Recolher e organizar os dados que serao analisados!
Garantir a qualidade e a compreensao dos dados disponiveis!
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Data Preparation (Preparar os Dados):

— Selecao de dados (critérios de inclusao/exclusao)
—  Selecao e Criacao de atributos — Limpeza de dados

Modeling (Criar os Modelos):

— Escolher os modelos de Data Mining
— Construcao e avaliacao dos modelos
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Data Preparation (Preparacio dos Dados):

— Construir dados — Integracao de outras fontes
Derivar atributos — Integrar atributos resultantes de outras fontes

— Validar a reconstrucao de campos nulos
— Integrar dados obtidos de outras fontes

— Limpar os dados — Formatar os dados
— Efetuar a limpeza de dados desnecessarios —  Organizar atributos dentro do dataset
(identificadores) —  Garantir coeréncia para a criacao de datasets precisos

Garantir que os dados estao prontos para serem adicionados aos modelos
de ML.
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Modeling (Criar os Modelos):

— Selecionar a técnica — Construcao do modelo
Selecdo dos modelos a usar Definicao de parametros iniciais
Interpretar a técnica em conjunto com as Descrever o modelo e a interpretacéo para o seu uso

conclusodes retiradas sobre os dados

— Modelo de Teste — Avaliacao do modelo
Definir qual o modelo de teste a utilizar Interpretacao inicial dos resultados
Divisao do dataset em dados de treino e teste Comparar com potenciais expectativas

Comparar com o conhecimento existente

Implementacao de modelos de DM que apliquem as técnicas selecionadas
(algoritmos e testes) a datasets definidos.
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Evaluation (Avaliacido dos Modelos e Resultados):

— Avaliar os resultados, i.e, determinar se os resultados cumprem os objetivos iniciais
— Rever o processo

Deployment (Implementacio):

— Colocar os modelos finais em pratica
— Monitorizacao e manutencao dos modelos
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Evaluation (Avaliacao):

— Decisao — Proximos passos
Avaliacdo detalhada dos resultados Definicao de parametros iniciais
Redefinicdo dos modelos de DM Descrever 0 modelo e a interpretacdo para o seu uso

Comparacao com os critérios de sucesso
Avaliacao de potenciais correcdes nos dados

Revisao critica de resultados. Os critérios para o sucesso definidos foram

atingidos?
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Deployment (Implementacéo):

— Plano de implementacao — Revisao e Manutencao

— Descrever o plano de implementacao do — Rever periodicamente o processo implementado
conhecimento gerado — Avaliar potenciais pontos de melhoria e

— Escrever o relatorio final e as visualizacoes constrangimentos
do projeto

Colocar em pratica o conhecimento obtido. Rever, avaliar e monitorizar o
processo de implementacao.
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